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SYMBOLISME

Dans le texte qui suit, des symboles et des variables sont utilisées pour représenter les composantes des réseaux de neurones.  Voici les définitions de ce symbolisme.

	S
	Système que représente le réseau de neurone, de l’extérieur

	X
	Vecteur d’intrant du réseau, ou d’une manière locale, vecteur d’intrant d’une couche du réseau.

	xi
	i-ème élément du vecteur d’intrant X

	Y
	Vecteur de sortie du réseau, ou d’une manière locale, vecteur de sortie produit par une couche du réseau.

	yi
	i-ème élément du vecteur de sortie Y

	wi
	Poids du i-ème intrant du neurone

	wi,j
	Poids sur le lien entre le neurone i et le neurone j

	Wi
	Vecteur de poids associé au neurone i

	W
	Matrice de poids, associée à une couche.

	f( )
	Fonction d’activation d’un neurone

	θ
	Seuil d’activation d’un neurone


LISTE DES ABBRÉVIATIONS

PMC
Perceptron Multicouche

ACP
Analyse des Composantes Principales

Les réseaux de neurones sont une des composantes importantes du domaine de l’intelligence artificielle.  Les réseaux de neurones « artificiels », pour les différencier des réseaux de neurones biologiques, sont composés de neurones artificiels simples, petites fonctions mathématiques, qui permettent, montés en réseau de former des fonctions complexes très utiles.  Par analogie aux neurones biologiques, les neurones artificiels ont pour but de reproduire des raisonnements « intelligents » d’une manière artificielle.  Ces neurones peuvent adopter de certaines qualités habituellement propres au biologique, c’est-à-dire, la généralisation, l’évolutivité, et une certaine forme de déduction.

La structure d’un neurone artificiel est en fait copiée sur la structure des neurones biologiques.  Les principales structures biologiques des neurones ont toutes leur équivalent artificiel (voir plus bas), ceci ayant pour but de reproduire leur fonctionnement de la meilleure façon possible (d’une manière logique, simple et facilement représentable sur informatique).  Un neurone est une minuscule structure qui traite les influx nerveux qui arrivent (inputs), chacun selon son importance relative, et qui émet un (et un seul) signal de sortie (output).  Les neurones artificiels reproduisent le même procédé, recevant chaque signal d’entrée (input) tempéré par un poids (weight).  Ces poids sont aussi appelés poids synaptiques, par analogie.  Les intrants pondérés,  habituellement (mais pas toujours) sommés, sont ensuite comparés à un seuil d’activation θ
 et passés dans la fonction du neurone (habituellement une fonction très simple), qui produit l’extrant (output) désiré.  Dans les neurones biologiques, les intrants et extrants sont des influx électriques, représentés artificiellement par des valeurs numériques.  Habituellement, les neurones sont reliés ensemble en réseaux, les neurones d’un niveau (les réseaux de neurones sont habituellement bâtis en niveaux hiérarchiques) passant leurs extrants aux neurones du niveau suivant (devenant les intrants des neurones suivants).  D’une manière générale, un neurone constitue un minuscule processeur, capable de gérer une fonction simple. 

Tableau 1 : Analogie entre les neurones biologiques et artificiels

	Neurone biologique
	Neurone artificiel
	Représentation symbolique

	Soma
	Neurone
	

	Dendrite
	Intrant (Input)
	xi, X (intrant net)

	Axone
	Extrant (Output)
	Y

	Synapse
	Poids
	wi
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Figure 1 : Schéma d’un neurone artificiel (deux signaux d’intrants seulement)

NAISSANCE

En 1943, Warren McCulloch et Walter Pitts ont proposé un des premiers modèles de neurone artificiel, qui deviendra la base des réseaux de neurones artificiels.  Ce modèle de neurone (également appelé neurone de McCulloch-Pitts) utilise la sommation des intrants pesés (weighted inputs) comme intrant « net » X (intrant direct de la fonction du neurone) et comme fonction d’activation, la fonction de signe (comparé avec le seuil θ) .
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Tableau 2 : Autres fonctions d’activation
 (comparées au seuil θ)

	Étage
	Signe
	Sigmoïde

	Linéaire
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La fonction d’activation par signe est très utile, mais d’autres fonctions peuvent être utilisées.  Par exemple, la fonction par étage (Y = {0,1}) est meilleure pour les sorties par bits et pour les tables de vérités.  La fonction sigmoïde présente davantage de souplesse et de nuance lors du traitement des erreurs.

Malgré la grande répartition de ces neurones, il en existe au moins un autre type.  Les neurones, on en effet deux fonctions d’activation, la première étant la production de l’intrant net (ci-haut, la somme des intrants pesés), le seconde étant la fonction d’activation.  Dans le cas du neurone de McCulloch-Pitts, ainsi que dans la plupart des cas, les neurones sont des neurones « produit scalaire », car l’intrant net est produit de la même manière que le produit scalaire entre le vecteur d’intrant et le vecteur de poids associés à ce neurone.  Dans d’autres cas, on peut aussi utiliser des neurones « distance ».  Comme le nom l’indique, la production de l’intrant net dans ce cas est produit par le calcul d’une distance enter le vecteur d’intrant et le vecteur de poids.  Habituellement, une autre manière de calculer l’intrant net amène à faire des choix différents par rapport à la fonction d’activation utilisée.  Dans le cas des neurones « distances », .  Les neurones « distance » sont utilisés d’une manière plus spécifique, particulièrement dans le cas des réseaux de Kohonen.  Il est important de noter que les poids d’un réseaux doivent être interprétés de manière différente selon les type de neurone utilisé.

Le seuil d’activation d’un neurone peut également être considéré comme un intrant fixe de valeur –1 et de seuil θ.  Cette manière de procéder permet d’inclure la modification du seuil dans un algorithme d’entraînement, augmentant ainsi l’apprentissage du réseau.  Cependant, cette modification n’est correcte que lorsque la fonction d’activation s’effectue sur l’intrant net auquel on soustrait le seuil ( f(X – θ)).  Par exemple, dans le cas d’un neurone « distance », cette modification serait tout a fait incorrecte.  Certaines personnes utilisent la notion de biais pour les neurones.  Il s’agit d’un intrant fixe de 1 et de poids déterminé selon le réseau.  Généralement, l’utilisation du biais sur un neurone ne se fait pas en même temps que l’utilisation de seuils d’activation, mais rien ne l’empêche, sinon les quelques complications que cela occasionne.  De fait, dans plusieurs cas, la double utilisation de biais et de seuils d’activation est superflue.  On peut facilement considérer que le biais sur un neurone est équivalent à un seuil d’activation, mais si ceci se révèle vrai dans plusieurs cas, il serait incorrect de généraliser.  Il est important de faire la différence entre le biais d’un neurone et le biais dans le cas d’une méthode statistique.  Dans la suite du texte, le biais fera référence à celui des méthodes statistiques, sauf indication contraire.

ARCHITECTURE

Un réseau de neurones est, comme son nom l’indique, un ensemble de neurones en réseau, de sorte que les signaux sortant (outputs) des neurones deviennent des signaux entrant (inputs) dans d’autres neurones.  L’architecture générale des réseaux de neurones consiste en la représentation des neurones en couches (layers) successives, la première représentant la couche d’intrants (input layer), la dernière étant la couche de sortie (output layer), les couches intermédiaires étant les couches cachées (hidden layers) du réseau.  Ces couches sont dites cachées car de l’extérieur du réseau, on ne peut analyser clairement leur fonctionnement.  On ne connaît vraiment que les signaux intrants et extrants du réseau.  Les neurones de la couche d’intrants ne sont pas vraiment des neurones traitants (computing neurons), mais ont pour seule utilité de normaliser l’entrées des signaux ainsi que la distribution des signaux intrants.  Dans cette architecture normalisée, les couches de neurones sont totalement interconnectées, c’est-à-dire que les neurones d’une couche sont tous reliés à tous les neurones des couches adjacentes.  Cette architecture normalisée peut sembler rigide, mais elle permet une représentation correcte de la plupart des réseau de neurones, tout en permettant l’utilisation d’algorithmes d’entraînement plus généraux.

D’une manière générale, un réseau de neurones se comporte, d’un point de vue extérieur, comme une fonction S qui traite des données (inputs) et produit une réponse correspondante (output).  Les données entrées peuvent être de n’importe quel type représentable de manière binaire ou numérique.  Ces données peuvent également être vues comme des vecteurs, et le réseau de neurones une application vectorielle.  

Les réseaux de neurones peuvent être soit statiques, soit dynamiques
.  Les réseaux dynamiques ont la capacité de s’actualiser (modifier les poids des liaisons) en tout temps.  Ces réseaux possèdent habituellement des algorithmes d’entraînements non-supervisés, ce qui permet au réseau en question d’ « évoluer » à chaque utilisation.  Les réseaux statiques se séparent en deux catégories.  La première concerne les réseaux entraînés, c’est-à-dire les réseaux qui ont vu leurs poids modifiés par un algorithme d’entraînement, sous la supervision d’un instructeur jusqu’à ce que ces réseaux donnent des résultats satisfaisants aux données d’entraînement.  La seconde catégorie concerne les réseaux non-évolutifs, comme les réseaux de mémoire.  Les poids de ces réseaux sont choisis (et non pas modifiés par un entraînement), pour donner l’effet escompté.  

Figure 2 : Architecture d’un réseau de neurones (avec deux couches cachées)

Le Perceptron

En 1958, Frank Rosenblatt proposa le perceptron, accompagné d’un algorithme d’entraînement.  Un perceptron est un réseau de neurones avec des neurones « produit scalaire » fonctionnant avec une fonction par étage ou sigmoïde (la fonction est un cas particulier de la fonction sigmoïde).  On présente ici un algorithme d’entraînement pour un perceptron à un seul neurone (le cas le plus trivial).

Algorithme de traitement

1- 
Initialisation


Mettre les poids initiaux w1​, w2, …, wn ainsi que le seuil θ à des valeurs aléatoires de l’intervalle [-0,5 , 0,5].  Mettre le taux d’apprentissage  à un petite valeur positive.

2-
Activation


Activer le perceptron en appliquant les intrants x1(p), x2(p). …, xn(p) et l’extrant désiré Yd(p).  Calculer l’extrant actuel à l’itération p = 1.
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où n est le nombre de signaux intrants, et étage est la fonction d’activation par étage.

3-
Entraînement des poids


Mettre à jour les poids du perceptron
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où 
[image: image9.wmf]()

i

wp

D

est la correction de poids à l’itération p.


La correction de poids est calculée par la loi delta :
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où  est le taux d’apprentissage et e(p) l’erreur à l’itération p (la différence entre l’extrant désiré et l’extrant actuel du perceptron)

4-
Itération


Augmenter p de 1, retourner à l’étape 2 et répéter le procédé jusqu’à convergence.

Exemple d’entraînement d’un perceptron (un neurone, deux intrants), θ = 0,35, α = 0,2 :

	
	Intrants
	Sortie désirée
	Poids Initiaux
	Sortie actuelle
	Erreur
	Poids Finaux

	Période
	x1
	x2
	Yd
	w1
	w2
	Y
	e
	w1
	w2

	0,4
	0,12
	0
	0,30
	-0,20
	0,4
	0
	0
	0,30
	-0,20

	0,99
	0,5
	0
	0,30
	-0,20
	0,99
	0
	0
	0,30
	-0,20

	0,82
	0,87
	1
	0,30
	-0,20
	0,82
	0
	1
	0,46
	-0,03

	0,34
	0,6
	1
	0,46
	-0,03
	0,34
	0
	1
	0,53
	0,09

	0,4
	0,12
	0
	0,53
	0,09
	0,4
	0
	0
	0,53
	0,09

	0,99
	0,5
	0
	0,53
	0,09
	0,99
	1
	-1
	0,33
	-0,01

	0,82
	0,87
	1
	0,33
	-0,01
	0,82
	0
	1
	0,50
	0,17

	0,34
	0,6
	1
	0,50
	0,17
	0,34
	0
	1
	0,57
	0,29

	0,4
	0,12
	0
	0,57
	0,29
	0,4
	0
	0
	0,57
	0,29

	0,99
	0,5
	0
	0,57
	0,29
	0,99
	1
	-1
	0,37
	0,19

	0,82
	0,87
	1
	0,37
	0,19
	0,82
	1
	0
	0,37
	0,19

	0,34
	0,6
	1
	0,37
	0,19
	0,34
	0
	1
	0,44
	0,31

	0,4
	0,12
	0
	0,44
	0,31
	0,4
	0
	0
	0,44
	0,31

	0,99
	0,5
	0
	0,44
	0,31
	0,99
	1
	-1
	0,24
	0,21

	0,82
	0,87
	1
	0,24
	0,21
	0,82
	1
	0
	0,24
	0,21

	0,34
	0,6
	1
	0,24
	0,21
	0,34
	0
	1
	0,31
	0,33


L’entraînement de ce perceptron sera terminé après 8 périodes (c’est-à-dire, 32 tests).  Les poids finaux seront w1 = 0,03 et w2 = 0,64.  

Cependant, les perceptrons à un neurone ne peuvent apprendre que des fonctions séparables linéairement.  Dans le cas présenté ci-haut, la fonction apprise est séparable par la droite x1w1 + x2w2 = θ, soit 0,03x1 + 0,64x2 = 0,35 ou encore x1 = -64x2/3 + 0,35.  De plus, comme Mansky et Papert l’ont montré dans leur livre Perceptrons en 1969, les perceptrons ne peuvent généraliser sur des exemples appris localement.  Il est cependant possible de surpasser ces limitations grâces à un algorithme différent, comme il sera vu plus tard.

Réseaux MULTIcouche (Multilayer Neural Networks)

Les réseaux de neurones multicouches sont habituellement bâtis selon le modèle « normalisé » et comprennent 3 ou 4 couches en tout (donc 1 ou 2 couches cachées).  S’il est théoriquement possible de construire des réseaux avec un très grand nombre de couches cachées, les réseaux comprenant plus de couches cachées sont très rares, étant donné que chaque nouvelle couche augmente la quantité de calculs d’une manière exponentielle.  La plupart des réseaux de neurones multicouches sont, dans la pratique, des perceptrons multicouches (PMC)

RÉTRO-PROPAGATION DU GRADIENT (back-propagation)

La méthode de modification des poids est très simple avec l’algorithme de Rosenblatt, mais il implique quelques limitations d’apprentissage.  Dans le cas de perceptrons multicouches, comme on ne sait pas les extrants (outputs) désirés des couches cachées, mais seulement de la dernière couche, il faut propager la responsabilité des erreurs de la dernière couche à la première, dans le sens contraire de l’exécution de réseau, d’où le nom rétro-propagation.  De plus, les perceptrons multicouches utilisent des neurones munis de la fonction d’activation sigmoïde, celle-ci permettant les nuances nécessaires à une bonne utilisation de la rétro-propagation.  Voici les principales lignes de la méthode de rétro-propagation :

Calcul de l’erreur : 
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 : l’erreur du neurone k est la différence entre la valeur de l’extrant désiré et la valeur actuelle de l’extrant du neurone k)

Correction de poids (par la loi delta): 
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 : la correction du poids du lien du neurone j au neurone k, où 
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 est le gradient d’erreur du neurone k à l’itération p.

Gradient d’erreur (pour les neurones de la couche de sortie) :
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La deuxième partie est obtenue par la dérivée de la fonction sigmoïde appliquée à l’intrant net du neurone k à l’itération p
Gradient d’erreur (pour les neurones d’une couche cachée) :
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où l est le nombre de neurones sur la couche suivante.

Algorithme de traitement

1-
Initialisation


Mettre tous les poids et les seuils d’activation du réseau à des valeurs aléatoires uniformément distribuées dans un petit intervalle : 
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 (selon Haykin, 1994), où Fi est le nombre total de signaux intrants du neurone i dans le réseau.  Cette initialisation est faite un neurone à la fois.


Mettre la valeur du taux d’apprentissage à une petite valeur positive.

2-
Activation


Activer le réseau de neurones en appliquant les signaux intrants et les extrants désirés


Calculer les signaux sortant des neurones des couches successives, de la première couche cachée à la couche de sortie.

3-
Entraînement des poids


Mettre à jour les poids du réseau en propageant les erreurs dans le sens inverse :


Calculer les gradients d’erreurs pour les neurones des couches successives (ordre inverse), de la couche de sortie à la première couche cachée.


Calculer les corrections de poids pour chaque lien et mettre à jour les poids.

4-
Itération


Incrémenter p, retourner à l’étape 2 et répéter le procédé jusqu’à ce que le critère d’erreur soit atteint.

Figure 3 : Simple réseau de neurones multicouche

La méthode de rétro-propagation peut mettre énormément de temps avant que la sommation des erreurs carrées ne soit réduite à zéro (Ceci peut être impossible selon les cas).  C’est pourquoi on utilise plutôt un critère d’erreur, soit une certaine valeur critique, qui doit être atteinte par la sommation des erreurs carrées (habituellement entre 0,001 et 0,1).  La loi delta, utilisée par la méthode de rétro-propagation, a pour objectif de réduire la sommation des erreurs carrées produites par le réseau.  Si on représente la courbe de la fonction de la somme des erreurs carrées par rapport à un poids du réseau, on peut observer que la variation idéale dépend de la pente de la courbe de la fonction, d’où l’utilisation de la dérivée dans le calcul du gradient d’erreur (et par le fait même, de la variation de poids).  Comme cette recherche, telle la méthode du hillclimbing, recherche les extréma par un vérification de la pente, elle peut être limité par l’atteinte de minima locaux.  

L’entraînement d’un perceptron multicouche avec l’algorithme de rétro-propagation du gradient se fait d’une manière similaire à l’entraînement d’un perceptron à neurone unique, mais il faut procéder neurone par neurone et poids par poids, en commençant par la dernière couche.  Il faut calculer le gradient d’erreur pour chaque neurone, puis calculer la variation de poids pour les liens rattachés à ce neurone.  Ensuite on passe à la couche précédente.  Cette méthode devient très rapidement lourde en calculs.  

La différence entre l’utilisation de la fonction d’activation par étage et sigmoïde (où encore la différence entre un petit λ et un λ élevé tient au degré de généralisation que l’on veut atteindre.  Avec la fonction par étage, la courbe produite par le système S du réseau de modifiera jusqu’à ce que les réponses soit correctes et cessera d’évoluer sitôt après.   Dans le cas de la fonction sigmoïde, il n’existe pas vraiment de réponse correcte et incorrecte de manière claire, la réponse étant une valeur entre 0 et 1.  Cette façon de faire permet d’avoir de plus grandes nuances quant aux erreurs produites par le système.  Même avec des réponses « correctes », il reste une petite marge d’erreur, et la courbe du système tendra à démarquer le plus possible les valeurs d’apprentissage.  De cette manière, une réponse correcte de 0,60 (arrondie à 1 dans un modèle binaire) ne sera pas considérée satisfaisante, et l’algorithme permet encore de modifier les poids pour que la réponse soit de plus en plus claire (de tendre vers 1).  Bref, l’utilisation de la fonction sigmoïde par rapport tient à l’évolutivité même si les réponses données par le réseau sont bonnes.  Un λ trop grand (tend vers la fonction par étage) fera que le réseau se modifiera moins a posteriori que pour λ = 1, alors qu’un λ trop aura de la difficulté à s’arrêter.  Il n’est pas toujours possible de « clarifier » complètement, et les cas limites devront se contenter de réponses moins claires.  Dans ces cas, la limite entre les classes déterminées sera légèrement mouvante.  De toutes façons, l’atteinte d’un taux d’erreur très très petit est extrêmement long à atteindre, et n’est pas toujours souhaitée (voir plus bas).

La grande majorité des PMC sont des réseaux avec apprentissage supervisé, mais il en existe quelques-uns qui peuvent apprendre sans professeur pour les guider.  Une classe de ces réseaux non-supervisés est celle des réseaux auto-associatifs.  Par défaut, un PMC est un réseau hétéro-associatif, ce qui veut dire que la sortie est différente de l’entrée.  Dans le cas particulier où l’entrée doit être la même que la sortie, ces réseaux étant appelés auto-associatifs, on n’a pas besoin des valeurs de sortie que devraient produire le PMC, celles-ci étant les mêmes que l’entrée.  Ces PMC auto-associatifs ont ceci d’intéressants que la première partie du réseaux constitue un codage des données, alors que la seconde partie est le décodage, pour retrouver l’information entrée.

Figure 4 : PMC auto-associatif

Quelques améliorations ont été proposées pour augmenter la vitesse d’apprentissage des PMC :

a) L’utilisation de la fonction tangente hyperbolique 
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 , où a et b sont constants.  Les valeur de a = 1,716 et b = 0,667 sont efficaces (Guyon, 1991).  L’avantage de cette fonction par rapport à la fonction sigmoïde de base a été testé empiriquement.

b) L’utilisation d’un terme de momentum (momentum term) dans l’équation de la loi delta : 
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 (une bonne valeur de β est 0,95).  Cette nouvelle équation porte le nom de loi delta généralisée.  L’ajout du terme de momentum permet de stabiliser l’apprentissage, tout en augmentant la descente de la courbe de la somme des erreurs carrées selon les itérations.

c) L’utilisation d’un taux d’apprentissage variable plutôt que constant.  Si le changement dans la somme des erreurs carrées porte le même signe algébrique, le taux d’apprentissage devrait être augmenté.  Si le signe algébrique du changement de la somme des erreurs carrées alterne d’une itération à l’autre, le taux d’apprentissage devrait être décrémenté.

PROBLÈMES POUR LA GÉNÉRALISATION

Les réseaux de neurones devant généraliser sur les exemples de l’ensemble d’apprentissage, il ne sont qu’une approximation des fonctions que l’on recherchait vraiment.  Quelques problèmes de l’approximation de réseaux de neurones sont identifiés ici et des solutions y sont proposées.

Compromis Biais-Variance

Le paramètre à minimiser dans le cas de l’entraînement d’un réseau de neurone est l’erreur sur les résultats donnés par le réseau de neurone.  Cependant, celle-ci ne tient compte que des valeurs de l’ensemble d’entraînement, alors qu’on devrait tenir compte de l’erreur sur toutes les données à traiter.  Ceci étant impossible, on base plutôt l’optimisation sur un risque moyen.  Le risque quadratique moyen est un bon paramètre à optimiser.  Ce risque se décompose en trois termes : l’erreur bayésienne, le biais et la variance.  L’erreur bayésienne tient à l’apprentissage, mais est indépendante de la procédure d’apprentissage.  La difficulté de cette optimisation est de contrôler à la fois le biais et la variance.  Alors que la variance est monotone croissante, amis converge, le biais a un comportement non-monotone.  Il commence par décroître, puis croît lentement.  Il faut donc trouver un compromis où la somme du biais et de la variance est minimale.  Cela revient à accepter un certain biais pour maintenir la variance relativement faible.  Dans le cas des réseaux de neurones, c’est le contrôle de la complexité du réseau de neurone qui permet de trouver l’estimateur réalisant le bon compromis biais-variance.

Choix de l’architecture

Le choix de l’architecture d’un réseau détermine la classe des fonctions calculables par celui-ci, ou encore sa complexité potentielle. C’est évidemment le premier paramètre sur lequel les utilisateurs de réseaux ont joué pour contrôler les performances d’un système.  La démarche la plus évidente pour choisir la meilleure architecture est bien entendu de tester plusieurs modèles différents, changeants les types de neurones, le nombre de couches, le nombre de neurones cachés.  Cependant, l’évaluation comparative des réseaux ainsi créé pose problème, de nombreuses méthodes existant mais étant beaucoup trop lourdes en calculs.  Pour cette raison, la communauté de réseaux de neurones a adopté des procédures sous-optimales.  La plus courante consiste en l’utilisation d’un ensemble de validation, le réseau offrant les erreurs les moindres sur cet ensemble étant considéré le meilleur.  Cette méthode est également coûteuse en temps de calculs et soumise à de nombreux  aléas.  

Stopper l’apprentissage avant convergence

Trop apprendre à partir d’un ensemble limité de données d’apprentissage nuit aux performances de généralisation du réseau.  C’est le phénomène du sur-apprentissage : après avoir induit des règles statistiques représentatives, le réseau capture les idiosyncrasies de l’ensemble d’apprentissage.  L’erreur calculée sur l’ensemble d’apprentissage décroît d’une manière continue et se stabilise ensuite, mais l’erreur de test passe par un minimum avant de croître.  Il faut donc stopper l’apprentissage là où l’apprentissage produira les meilleures performances de généralisation.  La sélection du meilleur moment pour stopper l’apprentissage pose quelques problèmes.  L’utilisation d’un ensemble de validation reste une des méthodes reste une des techniques les plus utilisées.  Il suffit de stopper l’apprentissage avant que l’erreur sur l’ensemble de validation augmente.

Régularisation

Les techniques d’apprentissage des réseaux de neurones sont principalement basées sur l’optimisation, à savoir, la recherche de l’erreur, du risque ou du coût minimal, selon les cas.  Les méthodes de régularisation visent à modifier les fonction de coûts naturelles en ajoutant des termes supplémentaires aux critères des fonctions de coûts.  La nouvelle fonction de coût Q, est représentée comme suit : 
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, où Q1 est la fonction de coût naturelle modifiée, λ le paramètre de pondération de Q2 et Q2 le terme supplémentaire.  Ici, on montre le cas d’un seul terme ajouté à la fonction de coût de base, mais plusieurs autres termes peuvent être ajouté.  Par exemple, le choix de 
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 aurait pour effet de contraindre les poids à tendre vers 0.  L’utilisation de ce terme correspond à la technique connue sous le nom de weight decay, est très facile a implater à l’aide la l’algorithme de rétro-propagation du gradient.  Cette technique vise à mettre à zéro les poids inutiles au réseau.  Un variation du terme précédent a été proposé par Weigend (1991), qui permet de faire tendre vers zéro les poids faibles, alors que les autes ne seront pas soumis à cette contrainte : 
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, où K est une constante, permettant de définir quels poids sont faibles et quels poids sont forts.  Ces deux termes sont plutôt rustiques, étant donné que les poids d’un réseau peuvent avoir des significations différentes, ce nécessitant des contraintes différentes.

Élagage

L’élagage est une technique simple qui vise à éliminer les poids ayant une utilité faible.  La plus populaire des techniques, appelée Optimal Brain Damage ou OBD, consiste en deux phases, entraîner le réseau jusqu’à l’atteinte d’un minimum local, puis d’éliminer les poids d’utilité faible.  L’utilité d’un poids wi, dans l’OBD est définie comme étant la variation du coût résultant de sa suppressionm qui correspond à poser wi = 0.  Par quelques approximations, on obtient que l’utilité d’un poids wi est donnée par : 
[image: image23.wmf](

)

2

2

2

1

2

ii

i

Q

Qww

w

¶

D=

¶

.  Comparée à un seuil, on décide si un certain poids est utile ou non.  Cette procédure appliquée plusieurs fois peut conduire à une réduction importante du nombre de poids su système sans baisse de performances.

Bruitage

Le bruitage des données est une autre technique empirique qui permet d’augmenter la qualité de la généralisation.  Elle consiste à ajouter un léger bruit à chaque vecteur d’entrée pendant l’apprenti9ssage, la sortie désirée demeurant inchangée.  De cette façon, on associe une petite zone de l’espace d’entrée centrée autour d’un vecteur d’entrée à une même sortie désirée.  Cela permet d’assurer un lissage de la fonction apprise par le réseau autour des points d’apprentissage.  Cette technique favorise les solutions qui sont peu sensibles à des variations de la taille du bruit appris, sur les entrées.

RÉSEAUX NON SUPERVISÉS

Il existe également des réseaux de neurones qui s’entraînent sans besoin de supervision, c’est-à-dire, sans que l’on ait besoin de signifier au réseau comment il doit (devrait) se comporter.  Ces réseaux, habituellement, sont toujours en train de s’entraîner.  Il en existe plusieurs types, mais voici deux exemples plus marquants.

RÉSEAU DE KOHONEN (CARTE DE KOHONEN)

Ce type de réseau de neurones consiste en une situation où plusieurs neurones entrent en compétition pour être activé.  Dans cette situation, un seul neurone est activé (winner-takes-all neuron) suite à la compétition.  Ces réseaux ont été étudiés par Grossberg, von der Malsburg, Fukushima, mais c’est Tuevo Kohonen qui a vraiment lancé ce domaine en introduisant une nouvelle classe de réseau de neurones, soit les « cartes topologiques d’auto-organisation » (self-organizing feature map).  Il est à noter que les termes réseau de Kohonen, carte de Kohonen et couche de Kohonen, bien qu’ils réfèrent à des principes légèrement différents, sont souvent utilisés sans grande distinction dans la littérature.  

Figure 5 : Couche de Kohonen avec deux intrants.  Le neurone gagnant est le plus foncé et les neurones de son voisinage sont en gris.

Dans ces réseaux, seul le neurone gagnant, selon une certaine fonction, ainsi que, dans certains cas, un certain voisinage de ce neurone, verra son poids modifié.  Seul le neurone gagnant et son voisinage profiteront de l’apprentissage.  On calcule le neurone gagnant en choisissant celui dont le vecteur de poids est le plus près du vecteur d’intrants selon une distance euclidienne.  L’apprentissage consiste à rapprocher les poids des neurones gagnants des valeurs d’intrants.  De cette façon, une application successive de plusieurs signaux intrants différents « organisera » les poids du réseau.  Les neurones d’une couche de Kohonen possèdent également des liaisons entre eux, dans le but de « compétition » qui est la base du réseau de Kohonen.  La taille et la manière de calculer le voisinage d’un neurone de la couche de Kohonen peut varier d’un réseau à l’autre.  Ce voisinage peut aussi bien être nul, c’est-à-dire que seul le neurone activé est entraîné à chaque présentation d’un élément.

Algorithme de traitement

1-
Initialisation


Mettre les poids synaptiques à de petites valeurs aléatoires et donner un petite valeur positive au taux d’apprentissage 
2-
Activation


Activer le réseau de Kohonen en appliquant le vecteur d’intrants X, et trouver le neurone gagnant jX(p) par la distance euclidienne minimale.
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où n est le nombre de neurones de la couche d’entrée et m le nombre de neurones de la couche de Kohonen.

3-
Apprentissage


Mettre à jour les poids synaptiques
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où 
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est le voisinage du neurone gagnant

4-
Itération


Incrémenter p, retourner à l’étape 2 jusqu’à ce que le critère de distance euclidienne minimale soit atteint ou jusqu’à ce que les poids convergent.

Les cartes de Kohonen se trouvent utiles dans le cas d’une classification automatique.  En effet, en utilisant les neurones de la couche de Kohonen comme étant les indicateurs de l’appartenance à un classe.  Pour un certain neurone, le vecteur W de poids lui étant associé représente le représentant de la classe que ce neurone a la tâche de représenter.  Ce neurone sera le neurone activé si l’élément présenté au réseau est plus près du représentant de cette classe que du représentant de n’importe quelle autre classe, c’est-à-dire, que l’élément présenté devrait appartenir à la classe que représente ce neurone.  Bien sur, le problème de l’utilisation de réseaux de Kohonen pour effectuer ce type de classification automatique est dans le nombre de classes, et en même temps, dans le nombre de neurones de la couche de Kohonen.  Un réseau de Kohonen trouvera des classes même s’il n’en existe pas.  Un autre léger problème est l’entraînement de poids.  La modification des poids d’un neurone, c’est-à-dire la mise à jour du représentant d’une classe, se fait selon un critère d’apprentissage α.  Mais celui-ci, par défaut, ne tient pas compte du nombre d’éléments dans la classe ou d’autres contraintes.

APPRENTISSAGE HEBBIEN

Un autre type d’apprentissage non supervisé est l’apprentissage Hebbien (Hebbian Learning), tiré de la loi de Hebb, tel qu’énoncé par le neuropsychologue Donald Hebb en 1949.  Celle-ci stipule que si deux neurones de chaque côté d’une liaison sont activés synchroniquement, le poids de cette liaison augmente.  Si, d’un autre côté, deux neurones de chaque côté d’une liaison sont activés asynchroniquement, le poids de cette liaison décroit.

La modification des poids suit la règle suivante : 
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où  représente le facteur d’oubli et  le taux d’apprentissage.

Cette règle peut également être écrite comme la règle générale du produit d’activité (generalised activity product rule) :
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où 
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Algorithme de traitement

1-
Initialisation


Mettre les poids synaptiques et les seuils à de petites valeurs aléatoires.  Donner de petites valeurs positives au taux d’apprentissage  et au facteur d’oubli .

2-
Activation


Activer les neurones du réseau selon leur fonction d’activation.

3-
Apprentissage


Mettre à jour les poids du réseau selon la règle générale du produit d’activité

4-
Itération


Incrémenter p, retourner à l’étape 2 jusqu’à ce que les poids convergent.

Il existe également une méthode d’apprentissage Hebbien supervisé.  Le seul changement à apporter est qu’on remplace la valeur de yi(p) par yi,d(p), la valeur désirée de l’extrant.  Cependant, cette méthode d’apprentissage supervisée, contrairement à la rétro-propagation ne tient pas compte des réponses déjà données par le réseau et met l’accent plutôt sur ce qui doit être appris que sur la correction des erreurs.  La méthode d’apprentissage de Hebb applique aux réseaux de neurones les théories béhavioristes (expérience du chien de Pavlov), comme quoi, en présentant un stimulus effectif et un stimulus neutre, on peut, avec entraînement, associer la réponse du stimulus effectif avec la présence seul du stimulus neutre.

RÉSEAUX DE MÉMOIRE

Certains réseaux de neurones ont la capacité de retrouver des modèles « enregistrés » dans leurs poids synaptiques.  Contrairement aux autres réseaux neuronaux, les poids des réseaux de mémoires ne sont pas entraînés, mais choisis.  Les réseaux de mémoire n’ont pas la capacité d’évoluer avec le temps.  Ces réseaux, sur présentation d’un certain intrant (input), vont produire la réponse correspondante.  Ces associations intrant-extrant sont « enregistrées » dans les poids synaptiques du réseau.  Cependant, sur la présentation d’un intrant (input) non-reconnu, ces réseaux ont la capacité, de produire une réponse correcte.  Certains réseaux (BAM, réseaux de Hopfield) « corrigent » les erreurs d’intrant et donne une réponse programmée, comme si l’intrant donné faisait partie d’une association prévue du réseau.  D’autres réseaux, appelés inter polaires (interpolative), donneront comme réponse une variation d’une réponse encodée pour les intrants non-prévus, selon la variation de l’intrant par rapport à un intrant prévu.

Pour un réseau inter polaire, application 
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, c’est-à-dire que la réponse Yi + E, diffère de la réponse encodée Yi d’un facteur E, dépendant de la variation de l’intrant par rapport au modèle Xi, 
[image: image33.wmf]i

D

.

BAM

Le BAM, mémoire associative bi-directionnelle (Bi-directionnal Associative Memory), présenté par Bart Kosko en 1988, consiste en deux couches complètement interconnectées.  Ce type de réseau ne traite que des intrants binaires {-1,1}.  Dans ce type de réseau, il existe également un lien de rétroaction (feedback) connectant à lui-même chaque neurone.  Un réseau BAM d’un vecteur d’intrant de dimension n, Xn, vers un vecteur Ym, de dimension m (ou l’inverse, le réseau BAM, comme son nom l’indique, fonctionne dans les deux sens) retrouvera une réponse encodée dans la matrices des poids synaptiques.  Sur présentation d’un intrant correct, le réseau donnera immédiatement la réponse correspondante.  Sur présentation d’un intrant incorrect, celui-ci sera passé dans le réseau dans un sens puis dans l’autre jusqu’à ce qu’on atteigne un état stable.  Sont considérés comme stables les états encodés dans la matrice des poids ainsi que leurs compléments (les états enregistrés étant des vecteurs de Hamming, c’est-à-dire binaires 
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, le complément d’un vecteur consiste au même vecteur avec les –1 remplacés par des 1 et vice versa).  Cette « correction » identifie le vecteur incorrect au vecteur correct le plus près selon la distance de Hamming.

Figure 6 : Réseau BAM de 3 vers 4 neurones.  Il peut être utilisé dans les deux sens.


Le calcul des résultats d’un passage dans un BAM est simple à calculer.  Les neurones étant des neurones de McCullogh-Pitts, pour obtenir le vecteur d’extrants, il suffit de multiplier la matrice des poids synaptiques transposée par le vecteur d’intrants, construite pour retrouver les mémoires enregistrées.  On construit cette matrice en additionnant la multiplication d’un vecteur d’entrée avec la transposée du vecteur de sortie.  Par exemple, si on veut encodes les associations suivantes dans un réseau,
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on doit faire, 
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.  Et ici, 
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Pour un intrant X quelconque, sa sortie sera 
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.  Pour passer dans l’autre sens, on multiple la matrice des poids par un vecteur Y.

Dans le cas spécial où on veut seulement « corriger » un vecteur mal entré, c’est à dire un BAM où les vecteurs associés sont identiques, la matrice des poids sera carrée et symétrique.  Dans ce cas précis, il est inutile de faire un réseau à deux couches, puisque le passage d’un côté à l’autre et vice versa produisent finalement le même résultat.  On construit donc un réseau d’une seule couche où la sortie des neurones est redonnée aux neurones en intrant, tant que la sortie ne devient pas constante.

RÉSEAU DE HOPFIELD

Un des défauts du modèle précédent est que la constance des résultats n’est pas garantie.  C’est dans ce contexte que John Hopfield, en 1982, proposa un réseau (appellé ensuite réseau de Hopfield) qui permettait, selon un calcul de niveaux d’énergie, de garantir la convergence vers un état stable.  Ce réseau était un réseau qui ne permet que de corriger les erreurs (comme le cas spécial de BAM vu précédemment), avec deux différences importantes.  Premièrement, le réseau de Hopfield n’utilise pas exactement la même fonction d’activation
.  Aussi, les neurones reçoivent comme intrant la somme des extrants pesés des autres neurones.  Aucun neurone de reçoit sa propre sortie comme intrant dans ce système.  Bien qu’il semble une amélioration claire par rapport au BAM duquel il est tiré, le réseau de Hopfield n’identifie pas nécessairement un vecteur d’intrant incorrect au plus près selon la distance de Hamming.


Figure 7 : Réseau de Hopfield de 4 neurones.
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� Plusieurs réseaux n’utilisent pas de seuils d’activation.  Cependant, ces neurones ne sont pas différents des neurones présentés ici, mais plutôt un cas particulier où θ = 0.


� Par sa simplicité et son « intuitivité » c’est cette forme d’intrant net qui est utilisée par défaut,.


� Ce tableau n’est pas exhaustif, mais regroupe les fonction d’activations les plus utilisées


� Dans cette formule, le λ permet de modifier l’importance de la variation.  Plus λ est grand (>1), plus la fonction sigmoïde tend vers la fonction par étage.  Plus λ est petit ( < 1), plus la fonction tend vers une droite.  Par défaut, λ=1.


� Les réseaux sont des structures statiques, c’est-à-dire que, une fois construit, leur architecture ne change pas.  Ici, on parle plutôt du caractère statique ou dynamique des poids du réseau lors de son utilisation, c’est-à-dire, si les valeurs des poids du réseaux peuvent ou non se modifier lors de l’utilisation (à différencier de l’entraînement) du réseau.


� Cependant, la fonction d’activation est légèrement différente des la fonction de signe habituelle.


� EMBED Equation.DSMT4  ���.  Le résultat du neurone restera inchangé si X = 0
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